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یک روش مبتنی بر خوشه بندی برای بهبود کارایی در سیستم های توصیه گر مشارکت محور

چکیده
در سیستم‏های توصیه‏گر مشارکت محور، محصولات به عنوان ویژگی شناخته می‎شوند و از کاربران درخواست می‌گردد تا به محصولات خریداری شده، رأی دهند. با آموختن رتبه‌بندی ارائه شده توسط کاربران، سیستم توصیه گر می‌تواند محصولات جالبی را به کاربران توصیه نماید. با این حال، معمولاً محصولات بسیار زیادی در تجارت الکترونیک وجود دارد و ممکن است این راه‌کار چندان کارآمد نباشد، به خصوص در زمان‌هایی که لازم است هر محصول قبل از ساخت در سیستم توصیه گر قرار گیرد. ما یک روش جدید را پیشنهاد می‌کنیم که یک الگوریتم خوشه‌بندی خودکار را برای کاهش ابعاد مرتبط با تعداد محصولات در بردارد. محصولات مشابه در خوشه‌ای یکسان قرار می‌گیرند و محصولات نامشابه، در خوشه‌های متفاوتی قرار می‌گیرند. کارهای پیشنهادی سپس با نتیجه خوشه‌بندی انجام می‌گیرد. در نهایت، انتقال مجدد انجام‌شده و لیست مرتب شده از محصولات پیشنهادی به هر کاربر پیشنهاد می‌گردد. با روش پیشنهادی، زمان پردازش برای تهیه پیشنهاد کاهش می‌یابد. نتایج آزمایش‌ها، نشان می‌دهد که کارایی سیستم های پیشنهادی می‌تواند، بدون به خطر انداختن کیفیت توصیه‌ها بهبود یابد. 

کلمات کلیدی: سیستم توصیه کننده فیلتر مشارکتی. نمودار همبستگی; خوشه سازی خودساز. کاهش ابعاد؛ الگوریتم رتبه بندی

 1. مقدمه
با توجه به توسعه سریع تجارت الکترونیکی، امروزه تعداد زیادی خریدار و فروشنده آنلاین وجود دارد و مقدار زیادی محصولات وجود دارد که کاربران می‌توانند برای خرید انتخاب کنند. به هر حال، وظیفه بررسی و انتخاب محصولات مناسب از جمله تعداد زیادی از محصولات، نه تنها گیج‌کننده، بلکه وقت‌گیر است. سیستم های توصیه گر [1،2] برای کمک به مردم در یافتن محصولات جالب‌توجه و ذخیره زمان جستجوی محصولات کمک می‌کنند. برای یک کاربر، چنین سیستمی می‌تواند از تجربیات ذخیره‌شده برای تمام مشتری‌ها و توصیه‌های یک لیست اولویت از محصولات به کاربران استفاده کنند. در طول چند سال گذشته، سیستم های پیشنهاددهنده به صرعت در حال تحول هستند. بسیاری از سیستم های توصیه گر توسعه یافته‌اند.
در اصل می‎توان آن‌ها را در دو دسته طبقه‌بندی کرد: محتوا محور و مشارکت محور. اگر چه گرایش به سمت سیستم های ترکیبی [3] در سال‌های اخیر افزایش یافته است. سیستم توصیه گر مبتنی بر محتوا [4] به کاربر بر اساس محتوایی که ممکن است شامل دسته‌ها و یا ویژگی‌های دیگر محصولات باشد، پیشنهاد می‌دهد. همچنین ممکن است به عادات، منافع و یا تنظیمات کاربران مراجعه کند. با تجزیه و تحلیل این داده‌ها با برخی از فناوری‌ها از جمله مدل‌سازی بیزین [8،9]، محتوای مبتنی بر سیستم پیشنهاددهنده جذاب تر خواهد بود. به طور کلی، سیستم های مبتنی بر محتوا نیاز به اطلاعات دقیق در مورد محصولات و کاربران ندارند. محصولات جدید را نیز می‌توانند به کاربران توصیه نمایند. با این حال، رسیدن به اطلاعات مورد نیاز سخت و یا زیاد است. محصولات یا کاربران دارای ویژگی‌های خود هستند. مشکل جمع‌آوری ویژگی‌ها از تمام محصولات و کاربران در هر صورت وجود دارد. علاوه بر این، اطمینان از اینکه یک محصول یا یک کاربر، را می‌توان با داده‌های جمع‌آوری شده نمایش داد، مشکل است. یک سیستم توصیه گر مشارکت محور، نیازی به جزئیات اطلاعات درباره ویژگی‌های محصولات یا کاربران ندارد. به جای آن، آن با اجرای تعاملات بین اطلاعات کاربران و محصولات توصیه می‌کند. همواره، اطلاعات تعامل به عنوان رتبه‌بندی کاربر برای محصولات خریداری شده بیان می‌شود. با یادگیری این رتبه‌بندی، چنین سیستم پیشنهاددهنده‌ای، می‌تواند محصولات را بر اساس نظرات ثبت‌شده سایر کاربران و ترجیحات خود کاربر مدنظر انجام دهد. به طور کلی، سیستم های توصیه گر مشارکت محور، ساده و موثر هستند و در جامعه تجارت، جذاب تر و عملی تر هستند.
معمولاً محصولات بسیار زیادی برای بررسی در سیستم های توصیه گر وجود دارند و این امر می‌تواند بسیار ناکارآمد باشد، اگر هر محصول نیاز داشته باشد قبل از دریافت توصیه بررسی گردد. روش کاهش ابعاد برای تولید سریع توصیه باکیفیت بالا و مجموعه‌هایی با مقیاس بزرگ استفاده می‌گردد. در [26]، یک روش K-means به نام الگوریتم خوشه‌بندی K-means برای گروه‌بندی کاربران درون گروه‌های متفاوت ارائه شده است. همسایگان هر کاربر به دنبال تقسیم‏بندی کاربران، برای دریافت توصیه از سیستم توصیه گر از نتایج سایر کاربران هم گروه با خود بهره می‌گیرند. ژو و همکارانش [27] یک رویکرد مبتنی بر Smooth ارائه کردند که از خوشه‌های تولید شده از داده‌های آموزشی برای تهیه خوشه‌ها و همسایگان هر خوشه بهره می‌گیرد. Honda و همکارانش [28]، یک روش خوشه‌بندی برای انتخاب همسایگان بر اساس یک نظریه تعادل ساختاری ارائه کردند. کاربران و محصولات بر اساس متعادل کردن گراف ترکیبی، به خوشه‌هایی تقسیم می‌شوند.
Be و همکارانش [29]، کاربران را در خوشه‌هایی مطابق با صفات آنان خوشه‌بندی کردند، به عنوان مثال، بر اساس جنسیت، سن و شغل. سپس ماتریس امتیاز کاربر به هر کالا را تجزیه و تحلیل کرده و شباهت کاربران به یکدیگر را محاسبه کردند. سیستم iExpand [30]، مشارکت محور بودن سیستم های توصیه گر را توسط علایق کاربران و رتبه‌بندی شخصی هر کاربر انجام داد. معرفی یک طرح سه لایه‌ای، برای کمک به فهم تعاملات بین کاربران، محصولات و کاربران توسط آنان انجام شد. LDA، برای تقسیم‌بندی محصولات به خوشه‌هایی ارائه گردید. در [31]، خوشه‌بندی فازی در کاربران، به تشکیل گروه‌های کاربران منجر شد. یک بردار خصوصیت گروهی برای هر کاربر ساخته می‌شود. هر بردار خصوصیت کاربر را می‌توان به عنوان یک بردار نمایش‌دهنده میزان اهمیت و کارایی محصولات برای آن کاربر در نظر گرفت. Sarwat و همکارانش [32]، سیستم توصیه گری را پیشنهاد دادند که از یک طبقه‌بندی کننده با سه نوع نرخ مبتنی بر مکان استفاده می‌کند. در PRM2 [33]، منابع شخصی، شباهت علایق فردی و نفوذ فردی تجمیع شده و توسط روش SVD، کاهش بعد یافته و مورد استفاده قرار می‌گیرند. BiFu [34] یک مفهوم از محصولات محبوب را شناسایی کرده و برای توصیه در اختیار سیستم های توصیه گر قرارداد.
برای کاهش ابعاد ماتریس رتبه‌بندی، K-means [35] برای گروه‌بندی کاربران و محصولات درون خوشه‌هایی استفاده شده است. همچنین از روش smoothing and fusion برای غلبه بر پراکندگی داده‌ها و تنوع امتیاز استفاده می‌گردد. ICRRS [36]، یک الگوریتم تکراری است که نه تنها مبتنی بر ارزیابی، بلکه مبتنی بر مقایسه و تقریب زنی است. سیستم های توصیه گر مبتنی بر کاهش ابعاد ذکر شده در بالا، دارای برخی معایب هستند. برخی از سیستم ها [29، 32]، نیاز به ویژگی‌های اضافی دیگری در مورد کاربران و یا محصولات دارند. این ویژگی‌ها معمولاً برای دستیابی به کاربرد عملی ضروری است. به عنوان مثال، [26]، [27] و ][31]، نیاز به خوشه‌های بیشتری برای پیشبرد هدف دارند. همچنین شباهت اندازه‌گیری شده، اکثراً برای سیستم های اتخاذ شده در زمینه کاهش ابعاد مورد استفاده قرار می‌گیرد. نادیده گرفتن واریانس خوشه‌بندی، ممکن است منجر به نتایج نادرستی گردد. در این مقاله، یک رویکرد مبتنی بر خوشه‌بندی خودساخته برای اعمال پیشنهاد با هدف کاهش ابعاد مرتبط با تعداد محصولات ارائه شده است. محصولات مشابه در هر خوشه‌بندی، برای انجام توصیه در همان خوشه مورد استفاده قرار می‌گیرند. نمودار همبستگی نشان می‌دهد که ارتباط متقابل میان گروه محصولات ایجادشده ضروری و مهم است. الگوریتم random walk، اجراشده و لیست اولویت‌های محصولات، گروه‌بندی شده و مورد استفاده قرار میگرند. پس از آن، لیست اولویت، مجدداً به لیست اولویت‌های فردی از محصولات تبدیل می‌گردد. در نهایت، با روش پیشنهادی، خوشه‌بندی کاملا بر اساس ماتریس اولویت دهی بدون نیاز به جمع‌آوری صفات اضافی درباره محصولات و کاربران انجام می‌گیرد. خوشه‌ها به صورت خودکار تولید شده و یک تعداد خوشه از پیش تعیین شده توسط کاربر ایجاد می‌گردد. علاوه بر این، در هنگام نیاز به اندازه‌گیری شباهت برای خوشه‌بندی، ما از واریانس مراکز خوشه‌ها استفاده می‌کنیم. با توجه به گاهش ابعاد در تعداد محصولات، زمان پردازش برای ساخت توصیه توسط رویکرد ما بسیار کاهش می‌یابد. نتایج تجربی نشان می‌دهد که بهره وری سیستم پیشنهادی را می‌توان بدون کاهش کیفیت، تا حد زیادی بالا برد. ادامه مقاله به شرح زیر سازمان‌دهی شده است. مسئله‌ای که باید حل شود، در بخش 2 نشان داده شده است. یک سیستم توصیه گر مشارکت محور، ItemRank [17]، در بخش 3 معرفی شده است. روش پیشنهادی ما برای بهبود کارایی ItemRank، با جزئیات در بخش 4 ارائه شده است. یک مثال در بخش 5 نشان داده شده است. نتایج آزمایش‌ها در بخش 6 نمایش داده شده است. در نهایت، بخش پایانی، نتیجه‌گیری را نشان می‌دهد.

2. بیان مسئله
فرض کنید یک مجموعه از N کاربر به صورت 1<i<N وجود دارد و یک مجموعه از M محصول pj، 1<j<M وجود دارد. یک کاربر ui، ارزیابی خود از محصولات pj را با تهیه یک نرخ rij نمایش می‌دهد. همواره، یک مقدار بزرگ‌تر برای نمایش یک بازخورد از کاربر شروری است. اگر کاربر ui، اولویت و یا امتیازی را برای محصول pj وارد نکند، rij=0. چنین اطلاعاتی را می‌توان توسط ماتریس R زیر نمایش داد.
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که یک ماتریس N  در M است. توجه داشته باشید که 
[image: ].
برای راحتی، هر سطر، یک رکورد کاربر نامیده می‌شود و هر ستون، نشانگر یک محصول است. هدف از سیستم توصیه گر مشارکت محور، رتبه‌بندی ماتریس داده است که در آن یک لیست اولویت پیش‌بینی‌شده از محصولات به هر کاربر تهیه می‌شود.

3. ItemRank
ItemRank [17] یکی از روش‌های اساسی برای مشارکت بودن سیستم های توصیه گر است. آن ِک الگوریتم امتیازدهی مبتنی بر random-walk، برای پیشنهاد محصولات مطابق با اولویت کاربر استفاده می‌کند. ItemRank در مطالعات ما استفاده شده است، زیرا دارای پیچیدگی کمتر و کارایی بالاتر در مصرف پول و هزینه محاسباتی نسبت به سایر سیستمها است . ماتریس اولویت نمایش داده شده در رابطه (1)، دارای فرآیند ItemRank با دو گام است، ایجاد گراف همبستگی و random walk [38]. در گام ایجاد گراف همبستگی، یک گراف همبستگی ساخته می‌شود. هر محصولی به عنوان یک محصول در داخل گراف است و یک گراف همبستگی از اولویت‌های داده شده ساخته می‌شود. هر محصولی، به عنوان یک نود در گراف است. یال بین هر دو نود، pi و pj، دارای وزن wij است که نشانگر تعداد کاربرانی است که به هر دو محصول، امتیاز یکسانی داده بودند. توجه داشته باشند یک کاربر uk، اولویت هر دو محصول را تعیین می‌کند. زمانی که گراف همبستگی کامل شد، ماتریس همبستگی زیر ایجاد می‌گردد:
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که یک ماتریس M  در M است. هر ستون W، نرمال سازی می‌گردد. در مرحله random walk، یک سری از random walk ها اجرا می‌گردد. برای بررسی وضعیت هر کاربر، Si(0) را داریم:
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که برداری با سایز M است. عملیات زیر
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مکرراً برای t=0,1,2,… اجرا می‌گردد تا همگرایی ایجاد گردد. توجه داشته باشید که [image: ]. همواره، یک همگرایی قابل‌قبول، بعد از تقریباً 20 تکرار ایجاد می‌گردد. بنابراین، ضروری است که رابطه (4) را حد.د 20 بار برای هر کاربر اجرا کنیم. اگر Si بردار همگرایی باشد، اولویت پیشگویی محصولات کاربر ui قابل محاسبه است. سپس می‌توان محصولاتی را برای کاربر ui توصیه کرد. محصولات متعلق به بزرگ‌ترین عنصر در Si، اولین توصیه است و دومین عنصر بزرگ در Si، دومین توصیه است. 
4. روش پیشنهادی
Itemrank مسئله کارایی را مدنظر قرار می‌دهد. زیرا ممکن است تعداد زیادی محصولات در تجارت الکترونیک وجود داشته باشد. ماتریس W، که دارای سایز M*M است، می‎تواند شدیداً بزرگ باشد. تکثیر W با Si(t) در رابطه (4)، زمان زیادی را می‌گیرد و روش ItemRank را برای مقیاس بزرگ مسئله ناکارآمد می‌کند. ما یک الگوریتم خوشه‌بندی خودساخته (SCC)، [39،40] اجرا کرده‌ایم که عمل کاهش بعد را برای تولید خوشه‌ها استفاده می‌کند. کار پیشنهادی سپس با خوشه‌بندی مجدد ادامه می‌یابد. در نتیجه، کارایی ItemRank، می‌تواند بهبود یابد. در مقایسه با سایر روش‌های کاهش بعد [41، 42، 43، 44]، SCC دارای مزایای زیادی است. خوشه‌بندی به صورت اتوماتیک انجام می‌گیرد و تعیین تعداد خوشه‏ها توسط کاربر، مورد نیاز نیست. در کنار آن، زمانی که شباهت خوشه‌ها اندازه‌گیری گردید، هر دوی مراکز و واریانس خوشه‌ها محاسبه می‌گردند. در پایان، اندازه‌گیری شباهت بهتر از بررسی مراکز در سایر روش‌ها است.
روش ما شامل پنج گام است. برچسب‌گذاری کاربر، کاهش بعد، ایجاد گراف همبستگی، random walk و انتقال مجدد که در شکل 1 نشان داده شده است. در کام برچسب‌گذاری کاربر، SCC، برای نگاشت برچسب کلاس به کاربر برای کمک به گام دوم انجام می‌گیرد تا مرحله دوم بتواند کار خود را به طور کارا انجام دهد. در گام کاهش بعد، SCC، مجدداً برای خوشه‌بندی تعدادی از گروه محصولات استفاده می‌گردد. محصولات مشابه، به گروه محصولات یکسانی تعلق دارند و محصولات غیرمشابه، به محصولات متفاوتی تعلق دارند. از آنجایی که تعداد گروه محصولات کوچک‌تر از تعداد محصولات است، ابعاد درگیر کاهش خواهد یافت. سپس یک گراف  همبستگی که نشانگر رابطه داخلی بین گروه محصولات هست، ایجاد می‌گردد. بر اساس گراف همبستگی، یک سری از random walk ها اجراشده و یک لیست اولویت از گروه محصولات برای هر کاربر در گام چهارم ایجاد می‌گردد. در نهایت، در گام انتقال مجدد، لیست اولویت گروه محصولات به لیست اولویت تکی محصولات منتقل می‌گردد و یک لیست رتبه‌بندی شده از محصولات برای هر کاربر ایجاد می‌گردد.
در این مطالعه، ما ItemRank [17] را به عنوان هدف نهایی استفاده کرده‏ایم. به هر حال، روش ما می‌تواند با سایر روش‌ها برای کاهش ابعاد و بهبود کارایی آن‌ها کار کند.
[image: ]
شکل 1. بررسی اجمالی از رویکرد ما.

4.1  خوشه‌بندی خودساخته (SCC)
مجموعه X با n پارامتر x1,x2,…,xn با [image: ] برای 1<i<n، نشان داده شده است. هدف الگوریتم SCC، گروه‌بندی این الگوها درون یک مجموعه از کلاسترها است، تا الگوهای یکسان در یک گروه و الگوهای غیریکسان درون گروه‌های مختلفی قرار گیرند. اگر K، تعداد خوشه‌های جاری موجود با نام [image: ] باشد. هر خوشه Gj، دارای میانه [image: ] و واریانس [image: ] است که حاصل میانگین و واریانس تمام الگوهای موجود است. اگر Sj، سایز کلاستر Gj باشد، تعداد الگوهای شامل Gj خواهد بود. بنابراین ما داریم K=0 و این مورد نشانگر عدم وجود هیچ خوشه‌ای است. برای هر الگوی xi، 1<i<n، ما اعضای آن با درجه xi را محاسبه کرده‌ایم که درون خوشه [image: ] وجود دارد.
[image: ]
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که در آن [image: ] یک حد آستانه است. توجه داشته باشید که علامت "رو" نقش مهمی را در این الگوریتم خوشه‌بندی بازی می‌کند. مقدار بزرگ برای علامت "رو" در خوشه‌های کوچک‌تر استفاده می‌شود، اگر چه مقدار کوچک آن در خوشه‌های بزرگ است. همان طور که "رو" افزایش می‌یابد، تعداد خوشه‌ها نیز افزایش می‌یابد. دو مورد ممکن است رخ دهد. اولاً، هیچ خوشه‌ای بر روی xi نباشد. در این مورد، ما فرض می‌کنیم که xi، مشابه با سایر خوشه‌ها نیست و خوشه جدیدی با h=K+1 ایجاد می‌گردد:
[image: ]
به طوری که در آن [image: ] یک بردار ثابت تعریف شده توسط کاربر است. البته، تعداد خوشه‌ها افزایش می‌یابد و سایز خوشه Gh و Sh باید برابر با یک باشد. 
[image: ]
دوما، خوشه‌هایی که در Xi وجود دارد، دارای تست مشابهی هستند. در این مورد، خوشه Gt خوشه‌ای با بزرگ‌ترین اعضا است.
[image: ]
Xi باید مشابه با خوشه Gt باشد و mt و Gt باید تغییر یابند. تغییرات خوشه Gt به صورت زیر هستند:
[image: ]
توجه داشته باشید که K، در این مورد تغییری نمی‌کند. این فرایند تا زمانی که الگوها قابل‌اجرا باشند، ادامه می‌یابد. مطابق با آن، ما K خوشه برای X محاسبه کرده‌ایم.

4.2  گام 1: برچسب‌گذاری کاربر
برای کاهش ابعاد به طور موثر، نیاز به تعریف برچسب کلاس برای کاربران داریم. ایده، گروه‌بندی کاربران درون خوشه‌هایی است [32]. کاربران مشابه، درون خوشه‌هایی گروه‌بندی شده و کاربران غیرمشابه، درون خوشه‌های مختلفی قرار می‌گیرند. سپس تمام کاربران در یک گروه، برچسب یکسانی را دریافت می‌کنند. ما از الگوریتم SCC برای این هدف استفاده کردیم. الگوریتم‌های خوشه‌بندی دیگری [45،46،35] نیز می‌توانند این کار را انجام دهند. اما، آن‌ها نیاز دارند تا ای پیش در مورد تعداد کلاس‌ها تصمیم‌گیری کنند. با الگوریتم SCC، ما فقط نیاز داریم تا برخی ثوابت معنادار را در طول فرآیند خوشه ایجاد کنیم.
برای اعمال SCC، ما شباهت ایجادشده میان کاربران را به صورت رتبه‌بندی شده ایجاد کردیم. با این حال، مردم دارای شخصیت های مختلفی هستند و برای رأی دادن به محصولات از سلایق مختلف خود استفاده می‌کنند. در واقع برخی سخاوتمند بوده و نمرات بیشتری را در نظر می‌گیرند و در مقابل برخی سخاوتمند نیستند و نمرات کمتری را در نظر می‌گیرند. حال می‌توان با توجه به رتبه‌بندی یک کاربر، برای دیگران توصیه در نظر گرفت. فرض کنید که دو کاربر شبیه به یکدیگر هستند و شکل موج ایجادشده توسط رتبه‌بندی آن‌ها یکسان است. بنابراین ما برای رتبه دهی به کاربران از رابطه زیر استفاده می‌کنیم:
[image: ]
برای 1<i<N، داریم، [image: ]
ما الگوریتم SCC را بر روی X اعمال می‌کنیم. فرض کنید که z کلاستر G1,G2,…,Gz وجود داشته باشد. هر کلاستر به عنوان یک کلاس است و ما z کلاس داریم که دارای برچسب‌های c1,c2,…,cz هستند. برای تمام کلاسترها در Gj، 1<j<z. برچسب کلاس cj را داریم. در نتیجه، ما مجموعه R را با مجموعه دیگر R’ که شامل N مؤلفه است ایجاد کرده‌ایم: [image: ]

4.3  کاهش ابعاد
در این گام، ما ابعاد M را کاهش دادیم که مرتبط با محصولات مشابه بود. برای هر محصول pj، 1<j<M است. ما یک الگوی ویژگی ایجاد کردیم. [image: ]
[image: ]
[image: ]
بنابراین، ما ویژگی x1,x2,…,xM را برای هر مؤلفه z ایجاد کردیم. داریم [image: ]
در نهایت، ما الگوریتم SCC را بر روی Y اجرا کردیم. فرض کنید که q خوشه ایجاد کرده‌ایم. توجه داشته باشید که محصولات شامل خوشه‌های مشابه هستند. این قابل‌قبول است که خوشه‌ها مسئول تمام محصولات هستند. از آنجا که در آن، q کلاستر وجود دارد، یک کاربر باید M مؤلفه را انتخاب کند. ما می‌توانیم ابعاد M را کاهش داده و یک q با ابعاد کوچک‌تر داشته باشیم. T ماتریس کاهش بعد یافته است:
[image: ]
که درجه عضویت xi را در خوشه Gj  در رابطه (5) نمایش می‌دهد. سپس ما R کاهش بعد یافته را درون یک ماتریس N*M قراردادیم تا
[image: ]
که در آن B یک ماتریس N*q است. توجه داشته باشید که
[image: ]
برای سهولت، ما ستون B را به عنوان یک گروه محصولات در نظر گرفته‌ایم. بنابراین، ما q گروه از محصولات را داریم که با نام [image: ] به ترتیب نشان داده شده‌اند. در این راستا، کاربر باید M مؤلفه را ذخیره کند و هر مؤلفه متعلق به یک محصول است. Itemrank با ماتریس R کار می‌کند. اما روش ما، با ماتریس B کار می‌کند. از آنجایی که q، همواره از M بزرگ‌تر است، ابعاد می‌توانند کاهش‌یافته و به طور چشمگیری بهبود یابند.

4.4 گام 3: ایجاد گراف همبستگی
در این گام، ما یک گراف همبستگی ایجاد کرده‌ایم که نشانگر روابط بین محصولات گروهی q است [47]. چون ما با B کار می‌کنیم، گراف ما دارای تفاوت‌هایی خواهد بود. هر گروه از محصولات، به عنوان یک گره هستند و بنابراین، ما q گره در گراف داریم. وزن wij بین گره gi   با 1<i و J<q، به صورت زیر تعریف می‌گردد:
[image: ]
برای موردی که [image: ]، داریم: [image: ]. زیرا دارای اولویت کمتری برای کاربر است. برای موردی که [image: ]، ما داریم، [image: ] تا کاربر را برای داشتن اولویت بهتر تشویق کنیم. به هر حال، اگر Wij خیلی بزرگ باشد، برخی از معیارهای گروهی، بر دیگری غلبه خواهند کرد. بنابراین ما یک محدودیت بر روی wij ایجاد می‌کنیم. زمانی که گراف همبستگی کامل شد، ما ماتریس همبستگی زیر را داریم:
[image: ]
که در آن، ماتریس، یک ماتریس q در q است. هر ستون از W، نرمال می‌گردد:
[image: ]

4.5 گام چهارم: random walk
در این گام، یک سری از الگوریتم‌های random walk [48،38،17،49] ارائه شده است
[image: ]
که دارای سایز برداری برابر با q است.
[image: ]
توجه داشته باشید که W یک ماتریس در رابطه (24) است و Bi، برداری در رابطه (21) است. همانند آنچه در [17] نشان داده شده است، آلفا، در رابطه (4) انتخاب‌شده تا برابر با 0.85 باشد. Vi، لیست اولویت ایجادشده برای سهولت گروه‌بندی است. 

4.6  گام پنجم: Re-Transmision
هر بردار Vi، برای کاربر ui است. مقدار q، نشانگر گروه‌بندی محصولات است. به هر حال، ما نیاز داریم تا گروه‌بندی شخصی را برای هر کاربر رعایت کنیم. رابطه (19) دارای درجه xj است. بنابراین داریم:
[image: ]
برای [image: ]است. برای هر سطر، این محاسبات شامل محصولات Pj است. بنابراین داریم:
[image: ]
که در آن Si[j]، jامین مؤلفه Si است و Vi[k] در آن 1<k<q، iامین مؤلفه Vi است. توجه داشته باشید که tjk، محصول مشابه با محصولات pj است. بنابراین [image: ]، اولویت محصول pj را برای کاربر ui در مورد گروه محصولات gk نشان می‌دهد. در مجموع، نتایج در رابطه (27) نشان داده شده است. نتایج اولویت محصولات pj برای کاربر ui است. در نهایت، ما لیست اولویت را در لیست Si قراردادیم. 

4.7 آنالیز پیچیدگی
ما آنالیز پیچیدگی محاسباتی راه‌کار پیشنهادی را در این بخش انجام داده‌ایم. در گام برچسب‌گذاری کاربر، ما شباهت بین کاربرها و خوشه‌های هر یک را محاسبه کردیم. بازگو می‌کنیم که N، تعداد کاربران را نشان می‌دهد و M، تعداد محصولات را نشان می‌دهد. پیچیدگی زمانی این گام برابر است با O(NzM). در گام کاهش ابعاد، ما شباهت بین الگوهای بار و خوشه‌های موجود را بررسی کردیم. زیرا تعداد الگوهای ویژگی برابر با M است و تعداد محصولات گروه‌بندی شده برابر با q است. در  گراف همبستگی ایجادشده، هر وزن wij نشانگر رابطه (22) است.
جدول 1. یک ماتریس رتبه دهی R
[image: ]
بنابراین، پیچیدگی این مرحله به صورت O(q2) است. در مرحله random walk، رابطه (26) دارای یک روند تکراری است. برای هر تکرار، WVi(t) محاسبه می‌گردد. زیرا 20 تکرار قبل از همگرایی لازم است. در نهایت، برای یک کاربر، رابطه (27)، دارای زمان محاسباتی M است. پیچیدگی این مرحله به صورت [image: ] است. بنابراین پیچیدگی زمانی راه‌کار ما برای تمام محصولات به صورت [image: ] است.

5. مثال
در این بخش، ما یک مثال برای نمایش راه‌کار پیشنهادی ارایه داده‌ایم. ماتریس R مورد بررسی در جدول 1 نشان داده شده است. توجه داشته باشید که 10 کاربر و N=10 , 12 محصول وجود دارد و M=12, 65 است. برای مثال، کاربر u1، دارای 7 نرخ تولید محصول، به صورت [image: ] است. در مرحله برچسب‌گذاری کاربر، برچسب c1، به کاربر [image: ] اعطا می‌گردد و برچسب کلاس  c2، به کاربران [image: ] و برچسب c3 به کاربران [image: ] اعطا می‌گردد.
جدول 2. ویژگی الگوها در گام دوم
[image: ]
در مرحله کاهش ابعاد، ما الگوهای ویژگی را به صورت نمایش داده شده در جدول 2 در نظر گرفته‌ایم. پس از اجرای الگوریتم SCC، سه خوشه G1, G2, G3 به دست می‌آیند. ماتریس کاهش بعد یافته T به صورت زیر است:
[image: ]
با اجرای رابطه (20)، ما ماتریس R را  کاهش داده و به ماتریس B می‌رسیم که در جدول 3 نشان داده شده است. توجه داشته باشید که سه گروه محصول با عناوین g1, g2,g3 وجود دارد. ما گراف همبستگی ایجادشده در گام قبل را داریم. با اجرای رابطه (22)، ما گراف همبستگی را همانند آنچه در شکل 2 نشان داده شده است، داریم.
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جدول 3. ماتریس کاهش بعد یافته B
[image: ]
[image: ]
شکل 2. گراف همبستگی
در مرحله random walk، ما رابطه (26) را برای هر کاربر اجرا می‌کنیم. برای نمونه، پس از هر همگرایی، ما [image: ] را داریم. در نهایت، در گام re-transformation، ما Vi را به Si تبدیل کردیم. برای مثال، V9، به S9 برای کاربر u9 تبدیل می‌شود. مؤلفه‌های S9 در جدول 4 نشان داده شده است. چون p6، دارای مقدار اولویت بزرگ‌تری است، 0.126 در S9 و p6، اولین توصیه برای کاربر u9 و سپس p4 و p3 خواهد بود.
جدول 4. مشتق شده S9 برای کاربر U9
[image: ]

6. نتایج آزمایش‌ها
برای ارزیابی کارایی الگوریتم مبتنی خوشه‌بندی خودساخته (SCC)، ما یک مجموعه از آزمایش‌ها را بر روی چندین مجموعه داده انجام دادیم. برای همگرایی، ما روش SCC خود را در این بخش ارزیابی کردیم. ما همچنان، روش SCC را یا سایر راه‌کارهای مبتنی بر فیلترگذاری مقایسه کردیم. سه متریک برای مقایسه بر روی دقت توصیه‌ها ارائه شده است: درجه توافق (DOA)، میانگین خطا  و خطای میانی ریشه. یک اعتبارسنجی برای آزمایش‌ها ارائه شده است. در این آزمایش‌ها، ورودی، مجموعه داده‌ها با 5 زیرمجموعه متفاوت است. سپس عملیات پنج بار تکرار می‌گردد. هر زمان، چهار زیرمجموعه از آن پنج زیرمجموعه، به عنوان داده‌های آزمایشی شناخته می‌شوند. اگر P، مجموعه تمام محصولات باشد، Li، مجموعه شامل محصولات کاربر ui است که دارای مجموعه آموزشی است و Ti، مجموعه‌ای شامل محصولات کاربر ui است. DOA به صورت زیر تعریف می‌گردد:
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که در آن،  U مجموعه تمام کاربران و |U|، سایز U است و DOAi، اندازه‌گیری برای کاربر ui با رتبه تعیین شده است. DOAi، به صورت زیر محاسبه می‌گردد.
[image: ]
به طوری که در آن، PPik و PPik نشانگر اولویت پیشنهادی برای کاربر ui و محصول Pj است. سپس DOAi به صورت زیر فرموله بندی می‌گردد:
[image: ]
که در آن مجموعه محصولات کاربر ui، دارای مجموعه آموزشی تست است. توجه داشته باشید که مقدار بزرگ‌تر DOA، نشانگر اولویت سیستم پیشنهادی است. یک سیستم پیشنهادی دارای DOA برابر با 100% است. برای محاسبه MAE یا RMSE، ما اولویت پیشگویی را به امتیازات پیشگویی تبدیل می‌کنیم. اجازه دهید، rij، نشانگر امتیاز پیشگویی برای اولویت محصول pi برای کاربر uj باشد. سپس rij، به صورت زیر محاسبه می‌گردد.
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طوری که ra,i، میانگین موجود در Li است و میانگین در Lk نیز وجود دارد که با rkj نشان داده شده است.
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مجموعه‌های MAE و RMSE به صورت زیر تعیین می‌گردند:
[image: ]
یک مقدار MAE و RMSE نشانگر اولویت یک سیستم توصیه گر است. یک سیستم توصیه گر ایده آل، دارای هیچ خطایی نیست و در آن MAE=0 است و RMSE=0 است. توجه داشته باشید که در هر یک از آزمایش‌ها زیر، لیست اولویت پیشنهادی از مجموعه آموزشی مشتق شده است. همچنین، هیچ overlap ای بین داده‌های آموزشی و تست نیست.

6.1  مجموعه داده
پنج مجموعه داده، MovieLens، yahoo Movie، Amazon Video، BookCrossing  و Epinions برای آزمایش‌ها این بخش استفاده شده‌اند. مجموعه داده MovieLens [51]، به صورت عمومی موجود است و توسط موسسه تحقیقاتی GroupLens برای اجرا در سیستم های توصیه گر ارائه شده است. آن شامل 943 کاربر، 1682 محصول و 100000 رتبه دریافتی از کاربر است. به عبارت دیگر، N=943 و M=1682 است. هر سطر از مجموعه داده به صورت یک، سه تایی (ui,pj,rij) نشان داده شده است. بنابراین، این مجموعه داده دارای 100000 عنصر است. مجموعه داده Yahoo Movie، شامل اولویت جامعه Yahoo Movie است و شامل 7642 کاربر و 11916 محصول و 221367 اولویت برای هر کاربر است. هر سطر از آن، به صورت یک سه تایی (ui,pj,rij) نشان داده شده است. مجموعه داده ویدوئی آمازون، شامل تقسیم‌بندی ویدئوهای آمازون است که در طی 18 سال، شامل 143.7 میلیون تا سال 2014 است. آن شامل 2978 کاربر، 31102 محصول و 99816 اولویت برای هر کاربر است. هر سطر از آن نشانگر یک سه تایی است که در طی چهار هفته جمع‌آوری شده است. در نهایت مجموعه داده پایانی، شامل 4981 کاربر، 9846 محصول (کتاب) و 109018 اولویت برای هر کاربر است. هر عنصر در این مجموعه داده با یک سه تایی (Ui, Pj rij ) نمایش داده می‌شود که در آن [image: ]. مجموعه داده Epinionos از Paolo massa در طی 5 هفته جمع‌آوری شده است که شامل 2322 کاربر، 4571 محصول و 136984 اولویت برای کاربر است. هر ورودی از مجموعه داده به عنوان یک سه تایی (ui,pj,rij) است که در آن rij عضو {1,2,3,4,5} است. ویژگی‌های این پنج مجموعه داده در جدول 5 خلاصه شده است.
جدول 5. ویژگی‌های مجموعه داده استفاده شده برای آزمایش‌ها
[image: ]

6.2 نتایج و بحث
ما اثربخشی، دقت و کارایی، راه‌کار پیشنهادی SCC را توسط مقایسه با سایر روش‌های فیلترگذاری شامل Itemrank نشان داده‌ایم. همچنین iExpand [30]، PRM2  [33]، BiFu [34]  و ICRRS  [36]. همان طور که قبلاً توضیح داده شد، ItemRank از هیچ تکنیکی استفاده نمی‌کند و iExpand از روش LDA برای گروه‌بندی محصولات استفاده می‌کند و PRM2 از روش SVD برای تولید یک نمایش کاهش بعد یافته استفاده می‌کند و BiFu از روش K-means، برای خوشه‌بندی کاربران و محصولات بهره می‌گیرد و ICRRS از روش کاهشی که برای تجزیه ارزیابی استفاده می‌شود، بهره می‌گیرد. برای یک مقایسه امن، ما یک برنامه  برای ItemRank، iExpand، PRM2، BiFu، ICRRS و SCC نوشتیم. تمام برنامه‌های نوشته شده از C++ در ویژوال استودیو 2013 بهره بردند. ما از کامپیوتری با Intel®Core(TW) i7-4790k CPU، با 4 GHz و 32GB RAM استفاده کردیم که دارای ویندوز7 برای اجرای برنامه‌ها بود. برای سهولت، ما از تعداد خوشه یکسانی برای گروه‌بندی کاربران و محصولات SCC، iExpand و BiFu استفاده کردیم. چون LDA و روش K-means نیاز به خوشه‌هایی برای تصمیم‌گیری پیشرفته دارند. در هر مورد ما از SCC برای یافتن تعداد خوشه‌ها استفاده کردیم. جدول 6 نشانگر تعداد خوشه‌ها برای خوشه‌بندی کاربران و محصولات تقسیم‌بندی شده درون SCC، iExpand و BiFu است. برای مثال، محصولات MovieLens دارای 25 خوشه برای iExpand، Bifu و SCC هستند.
جدول 7 و جدول 8 و جدول 9 نشانگر مقایسه MAE، RMSE و DOA هستند. بین ItemRankهای ایجادشده، Item Rank، iExpand و BoFu و ICRRS و SCC وجود دارند. توجه داشته باشید که این جداول دارای مقداری هستند که به صورت عملی جمع‌آوری شده است.
جدول 6. تعدادی از خوشه‌ها برای درگیر کردن کاربران و محصولات
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جدول 7. مقایسه بین روش‌های متفاوت MAE برای پنج مجموعه داده
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جدول 8. مقایسه بین روش‌های متفاوت DOA برای پنج مجموعه داده
[image: ]
جدول 9. مقایسه بین روش‌های متفاوت کارایی (ثانیه) برای پنج مجموعه داده
[image: ]
برای MAE و RMSE، مقادیر کوچک‌تر دارای کارایی بهتری هستند. در تضاد با آن، برای DOA، مقادیر بزرگ‌تر دارای اولویت بهتری هستند. همان طور که می‌توان دید، ItemRank و SCC دارای اجرای بهتری هستند و MAE و RMSE دارای مجموعه داده بهتری هستند. برای مثال، هر دوی ItemRank  و SCC، دارای مقدار کمتری از 1.061 در MAE برای مجموعه داده آمازون هستند و هر دو دارای مقدار کمینه 1.044 در RMSE برای مجموعه داده Epinions هستند. PRM2، دارای اجرای بهتری از MAE و RMSE است. بنابراین برای DOA و SCC، اجرای بهتری در هر پنج شرایط مجموعه داده رخ می‌دهد. جدول 10 نشانگر مقایسه زمان اجرا، بین روش‌های متفاوت هستند. ما می‌توانیم ببنیم که SCC سریع تر از سایر روش‌ها اجرا می‌گردد. توجه داشته باشید که ItemRank، دارای کاهش بعد بهتری در مقایسه با سایرین است که در رابطه (4) نشان داده شده است. برای مثال، سایز 31102*31102 برای مجموعه داده ویدئویی آمازون است. مصرف ماتریس بهینه برای آن توصیه می‌گردد. در نتیجه، ItemRank دارای زمان بیشتری در حدود 43678.72 ثانیه است که در جدول نشان داده شده است. به جای آن، SCC حالت خوشه‌بندی خودساخته را برای کاهش ابعاد استفاده کرده است و دارای 31102 گروه و 26 نوع محصول است. بنابراین، سایز ماتریس همبستگی استفاده شده در رابطه (26) نشان داده شده است. در نتیجه، SCC می‌تواند خیلی سریع تر اجرا گردد که دو حدود 8.99 ثانیه خواهد بود. BiFu و iExpand دارای کاهش بعد توسط K-means و LDA هستند که دارای مصرف زمان است. بنابراین، iExpand و BiFu کندتر از SCC اجرا می‌شوند. برای مثال، iExpand دارای 1331.25  ثانیه است. ماتریس همبستگی W، در رابطه (4)، دارای سایز M*M در رابطه (26) است که دارای سایز q در q است. بنابراین SCC باید در مدت زمان (M/q)2 اجرا گردد که سریع‌تر از ItemRank است. 
جدول 10. شکست زمان اجرا برای ItemRank
[image: ]
SCC باید در مدت زمانی برابر با 4500 برابر سریع تر از ItemRank برای MovieLens اجرا گردد. به هر حال، از جدول 10 دیده می‌شود که SCC، فقط 244 برابر سریع تر از ItemRank اجرا می‌گردد. یک دلیل این است که سایر گام‌ها دارای زمان بیشتری هستند. جدول 11 و جدول 12، نشانگر شکست در زمان اجرای ItemRank و SCC است. توجه داشته باشید که سایز ستون‌ها در جدول نشانگر سایز ماتریس مرتبط با آن است. ItemRank دارای دو گام است: ایجاد گراف همبستگی (CGC) و RandomWalk  (RW) و SCC دارای پنج گام است: برچسب‌گذاری کاربر (UL) کاهش ابعاد (DR)، ایجاد گراف همبستگی (CGC)، Random Walk (RW) و re-transformation (RT). بررسی MovieLens نشان می‌دهد. در حالت کلی 43.83 ثانیه است و ItemRank دارای 1.25 در گام CGC است. 
جدول 11. شکست زمان اجرای SCC
[image: ]
در طی کل 0.26 ثانیه، SCC در حدود 0.03 ثانیه است و در گام UL، 0.07 ثانیه می‌کشد. اگر ما به ستون RW نگاه کنیم، در این جدول این ستون‌ها در حدود 850 ثانیه زمان می‌خواهد. 
انتخاب یک مقدار مناسب برای مقدار "رو" در SCC وابسته به فرآیند آزمون و خطا است. همان طور که در بخش 4 ذکر شده است، ممکن است در نتیجه الگوریتم خوشه‌بندی تأثیر زیادی در فرآیند توصیه گری داشته باشد. مقدار "رو" بزرگ‌تر نشان‌دهنده، تعداد خوشه کوچک‌تر و مقدار "رو" کوچک‌تر نشان‌دهنده تعداد خوشه بزرگ است. 

7. نتیجه‌گیری
در یک سیستم فیلترینگ با همبستگی مشترک، مانند ItemRank، محصولات به عنوان یک روش مناسب شناخته شده است، اما معایبی بر آن وارد است. با این حال، معمولاً محصولات تجاری بسیار زیادی وجود دارند که قبلاً مورد بررسی قرار گرفته‌اند. ما یک روش خوشه‌بندی خودساخته برای کاهش ابعاد مرتبط با تعداد محصولات ارائه کرده‌ایم. در نتیجه، زمان پردازش اندازه‌گیری شده توسط روش ما برای تصمیم‌گیری در مورد یک روش توصیه خیلی کمتر شده است. نتایج آزمایش‌ها نشان می‌دهد که کارایی سیستم پیشنهادی بدون داشتن تأثیر بر روی کیفیت توصیه بهبود یافته است.






[image: ]
[image: ]
[image: ]
[image: ]
[image: ]
[image: ]
[image: ]
[image: ]
image6.png
Si(t+1) = aWS;(t) + (1 — )R]

@)




image7.png
a ef04]




image8.png
Rating matrix of
users and products

v

User labeling:
Assigning a label to each
user by clustering

Random walks:
Deriving preference lists of
product groups for users

!

|

Dimensionality reduction:
Reducing dimensionality by
clustering products into
product groups

Re-transformation:
Transforming preference lists
of product groups to
preference lists of products

{

Correlation graph creatio
Showing inter-relationship
among product groups by a
graph

Ranked lists of
recommended products to
users





image9.png
Xi = (T, T2, Tip)




image10.png
G1. Ga, ..., and Gk




image11.png




image12.png
i1y 02y Tip)




image13.png
G, (X:),




image14.png
ne,(x:) =

Tew

g=1

[ (o5

Mjq

q

)]

®)




image15.png
He, (xi) > p ©)




image16.png




image17.png
m, =x;,

o =09

(@)




image18.png
oo = (00,00, - - -,00)




image19.png
®)




image20.png
t=arg lgagk(#r;, (x:))- ©




image21.png
M

for1 < j < p,and

VA=B + 00,

(5e = 1)(00; — 70)? + sy xmy; + x3,%

St

se+ 1 spxmy; + xij

st se+1
seXMmy; + Tij
se+1

s =5+ 1.

7

(10)
(1)
(12)

13)

(14)




image22.png
Q:

M
> i
k=1

Tij .
Hoi<j<M
Qi 7

15




image23.png
i1, @iz, Tiar)y 1 <0 < Nyand X = {x;]1 <i < N}.




image24.png
(R1,91). (R2,2), .., (Ry,yn) where y; € {erca,... e}





image25.png
G = (21,22,




image26.png
16)
Tjk = P(eklp;) = (




image27.png
for 1 < j < M, where d4y, is defined as

1, ifyg=cps
S = ) a7
otherwise.

=3




image28.png
Y={x]1<i< M}




image29.png
tn tiy ...ty

tn tm .ty s

tar tamz ... tag

tij = pg, (%) (19)




image30.png
(20)




image31.png
Bi= oy b ... by @n




image32.png
91, g2, --., and g4




image33.png
where

0,ifi=j
w; ={ X b @)
limit(—), otherwise
g ( bk])

0, ifa; =0ora =0

2 ifay < as (23)
as

1, otherwise




image34.png
a; < az




image35.png




image36.png
ay > az




image37.png




image38.png
(24)




image39.png
k3
Qi = Y wy,
fct
wy = 21<i<yq
i oo l=is

forl<j<g.




image40.png
! 25)
V-'(")=[l/q g .. l/q]




image41.png
Vi(t+1) = aWV,(t) + (1 — a)B! (26)




image42.png
M
Z ik,

=1

tjk .
S l<i<M
Qr




image43.png




image44.png
Silj] =t Vill] + tj2Vi[2] + tja Vi3] e £ Vilg) @7




image45.png
i Vilk]




image1.jpeg




image46.png
Table 1: A user-product rating matrix R

P12

P

Po | P1o

Ps

Pe | P7

Ps

P4

P2 | p3

P

0

ur

usz

Uy

us

ur

uio





image47.png
O(NgM)




image48.png
O(NzM)+0(Mqz)+0(q*) + O(Nq*)+ O(NgM). Since z < N,




image49.png
S D1, P3, P5» Pe» P7, P9, and pra,




image50.png
U1, us, ug, and ug




image51.png
g, Uy, and uy,




image52.png
us, us, and uig




image53.png
x; = (0.783,0.130,0.087)
x3 = (0.316,0.000, 0.684)
x5 = (0.895,0.105,0.000)
x7 = (0.357,0.643,0.000)
xo = (0.778,0.222,0.000)
x11 = (0.000,0.733,0.267)

X, = (0.000,0.632,0.368)
x4 = (0.133,0.667,0.200)
X = (0.238,0.238,0.524)
xs = (0.222,0.000,0.778)
X10 = (0.143,0.000,0.857)
x12 = (0.905,0.000,0.095)





image54.png
-0.982
0.028
0.091
0.066
0.983
0.126
0.189
0.040
0.945
0.018
0.024

[0-938

0.109
0.891
0.100
1.000
0.060
0.382
0.764
0.082
0.140
0.065
0.938
0.039

0.120
0.219
0.963
0.149
0.056
0.821

0.080|

0.977
0.083
0.908
0.118
0.076

28)




image55.png
0.000 0.440 0.497
W= 10504 0.000 0.503] - 29
0.496  0.560 0.000




image2.png
R,
Ry

Ry

11

T21

TN1

T12

T22

TN2

TIM

TaM

TNM,

[0}




image56.png
91 92 93
wy | 19294 4855 5395
up | 3236 14.031  4.666
us | 15086 3.144 5292
wg | 5872 14212 2711
us 1529 9353 17.738
ug | 17.806 2979  7.763
ur | 3.162 12549  3.673
ug | 3.186 5487 16551
ug | 15697 3491 3552
w | 2952 5870 14,682





image57.png




image58.png
T
Vo= [0.395 0.432 (J.44D] -




image59.png
pr Ps Po P1o P P12

0.097 0.105 0.106 0.095 0.102 0.095





image60.png
3 DOA;
wiek

DOA =
(30)




image61.png
1, if PP > PPF
check_order;(p;, pi) = 31)
0, otherwise




image62.png
check_order(p;, pr)
PiETIAPREN W

DOA, =
7] x VWil

(32)

where

NW, =P = (L;iUT) 33)




image63.png
N
2 alStm(ts, ur) X (rej = Tak)]
Fij = o+ R (34
> Sim(ui,uk)
k=minksti




image64.png
S-Sk

35)
Sim ) = S S




image65.png
N M N
o =ty
MAE = SUTMWER (36)
> IT

i=1

N M
XX (r—iy)?

=l j=1AneT

RMSE

37





image3.png
&=[r.1 Tia ... TiM]vlgiSN




image66.png
rij € {1,2,3,4,5,6,7,8,9,10}




image67.png
# of ratings

#of users | # of products
MovieLens 943 1682 100000
Yahoo Movie 7642 11916 221367
Amazon Video | 2978 31102 99816
BookCrossing | 4981 9846 109018
Epinions 2322 4571 136984





image68.png
Products Users
(iExpand, BiFu, SCC) | (BiFu, SCC)

MovieLens 25 5
Yahoo Movie 24 7
Amazon Video 2 14
BookCrossing 56 24

Epinions 73 33





image69.png
ItemRank | iExpand | PRM2 | BiFu | ICRRS | SCC
MovieLens 0.757 0836 0757 0782 1188  0.757
Yahoo Movie 0.753 0826 0754 0773 1263 0.754
‘Amazon Video 1.061 1.080  1.061 1.071 1900 1.061
BookCrossing 1210 1.192 1205 1250 1.680 1.206
Epinions 0.804 0952  0.805 0866 1244 0.805





image70.png
ItemRank | iExpand | PRM2 | BiFu | ICRRS | SCC
MovieLens 0.853 0.730  0.615 0583 0.704 0.976
Yahoo Movie 0.939 0.697 0567 0542 0512 0979
‘Amazon Video 0.652 0.721 0.506 0516 0.495  0.841
BookCrossing 0.715 0.655 0509 0515 0516  0.989
Epinions 0.746 0576  0.494 0494 0485 = 0.907





image71.png
ItemRank

iExpand | PRM2 BiFu ICRRS | SCC
MovieLens 4383 95.76 13.65 30.67 126 026
Yahoo Movie | 17359.42 4924.84 3359 5399.62 156.86 7.47
Amazon Video | 43678.72 1331.25 16.34 13777.72 56.87  8.99
BookCrossing | 9131.29  800.01 1630 294620 29.69 9.8
Epinions 837.08 51324, 2072 487.90 582 320





image72.png
total (sec)

size CGC RW
MovieLens 1682x1682 1.25 4258 43.83
‘Yahoo Movie 11916x11916 | 147.29 17212.13 | 17359.42
Amazon Video | 31102x31102 | 699.89 42978.83 | 43678.72
BookCrossing | 9846x9846 | 47.38 908391 | 9131.29
Epinions 4571x4571 5.14 831.95 837.08





image73.png
size | UL | DR | CGC | RW | RT | total (sec)
MovieLens 25x25 | 0.03 007 000 005 011 | 026
Yahoo Movie | 24x24 | 194 359 001 022 170 | 747
Amazon Video | 26x26 | 245 448 000 0.1 193 | 899
BookCrossing | 56x56 | 1.88 421 003 080 256 | 9.48
Epinions 73x73 | 050 124 003 065 079 | 320





image74.png
References.

[1] C. Porcel 3. Mageno, . Herrera-Viedma, A multi-disciplinar recommender sys-
tem 8 advice research resources in university digital librases, Expert Systems
it Applications 36 (2009) 12520-12525.

21, Ricei, L. Rokach, B. Shapira, Itroduction to recommender systems handbook,
Recommender Systems Handbook, Springer, 2011

[3] A. Gatzioura, M. Sinchez-Marr2, A case-based recommendation approach for
market basket data, IEEE Inteligent Systems 30 (1) (2014) 20-27.

[4] M. Balabanovi, Y. Shoham, Fab: Content-based, collaborative recommendation,
Communications of ACM 40 (3) (1997) 66-72.




image75.png
151 P. Melvile, R J. Mooney. R. Nagarsjan, Content-boosted collaborative filering
o mproved recommendations, n: 18 National Conference o Arificial ntcl-
jgeace, Edmonton, Canada, 2002, pp. 187-192.

161 S-L. Husng, Designing utily-based recommender systems fo c-commere’
Evaluation of reference-eicitaton methods, Elecronic Commerce Rescarei and,
Applications 10 (2011) 398407

71 L Lin, N, Mehandjie, D-L. X, Contxt similarty metic fog mulidinéasional
srvies recommendation, Intcational Joumal of Flectronié Commerce 18 (1)
Qo) 73101

18] M. K. Condiff, D. D, Lewis, D. Madigan, Bayesid nised<ffcts models for
recommender systems, in: ACM SIGIR Workshop on Recommender Systems -
Algorthens and Evaluaton, 1999.

191 1L Rish, An empircal study of the e Bayes clasifier, in: Intrnstionsl Jont
Confeences on Anifcial Inellgenée(ICAI) Worksbop on Empircal Methods
in AL 2002 pp. 4146,

110] P Resnick, N.Iaebyol M’ Suchak, P Berstrom, J. Riedl, Grouplens: An open
arhitctur 6 collirative Bltcring of netmews,in: ACM 1994 Conference on
Computes Suppored Cooperaive Wark, 1994

(1] 1A Kéostan, B N. Milkr, D. Malz, J. L. Herocker, L. R Gorlon, J. Ricdl,

(Giuplns: Applying collaboraive flering o usenet news, Commnications of
e ACM 40 (3 (1997) 7-57.

(12] B.M. Sarwar, G Karypis, 1 A Koasan, 1. T Ridl, Application of dimension-
aliy reducion n recommender sysicms — @ case sudy, in: ACM WEBKDD
‘workshop, 2000,

(131 D. M_Blei, A.Y.Ng. M. 1 Jorda, Laent ischt alloasion, Journal of Machine
Learming Rescarch 3 (2003) 993-1022.




image4.png
()




image76.png
114 J. L. Herlocker, J. A. Konstan, L. G. Terveen, J. T. Riedl, Evaluating collabora-
tive Blering recommender systems, ACM Transactions o Information Systems.
20) 2008 553

SIS Rk Neix A modifid SVD agoritm  tnds i
mike 4 mes of spncly obened movies o dben,
hetp://sifter.org/-sinon/Journal /20061211 . henl

116] F. Fouss, A_ Pirot, 1-M. Rendes, M. Saceens, Randomn-wallecompatiion of
similariies between nodes of & graph with application 19 lfbomive recom-
‘mendation, IEEE Trasactons on Knowledge and Doty Engifering 19 3 (2007)
35530,

[17] A Pucei, M. Gori, M. Maggin, A andom-yalk Bised scoring algoriths appled
o ecommender engins, Lecure Nots in Compatr Science - Advances in Web.
Mining and Web Usage Analyss 4811(2007) 127-146.

18] R Salakhudinov, A. M, Probablisic mawix facoczaton, in: Newr! nfor-
mation Processing Sysieis 20 (NIPS'07), 2008 p. 12571264,

1191 N.N. L, M. 726, Q. Yang. Probabilisic lten prefernce analysis fo cola-
orsive fiker. nt ACM Confernce o Information and Knowledge Mansge-
meat, 2009, pp 759-766.

1201 K+ Kifn H. Ahn, Collaborasve iering with a use tem maiixredcion tch-
‘i tncrmationl Joumal of lecronc Commerce 16 1) Q2011) 107-128.

[21]/M.Jang. P.Cui,R.Li, Q. Yang, Fei, . Zhu 5. Yang, Socialcomtextul ecom-
mendaton in: 215t ACMY intermationalconference on nformation and knowledge
management, 2012, pp. 4551

122] € Porcel, A Tejed-Lorente, M. Martines, . Herrera-Viedma, A hybeid ecom-
mendersysem forthe selective disscmination ofresearch resoures ina technol-
sy wanster offic, Information Sciences 184 (2012) 1-19.





image77.png
23] A.N. Niklakopoulos, M. Kouncl, J.Garofalaki, A novel Hirarchicalapproach
o mnking-busd collsboraive fiering. Communictions in Computer and In-
formation Science — Engincering Applicaions of Neural Networks 384 (2013)
s0-59.

1241 G Guo, 1. Zhang, D. Thalman, N. Yorke-Smith, Leveraiog prior ratngd 1
recommender systems in e-commere, Electronc Commerce Rescarhiand Ap-
plicstions 13 (2014) 440-455.

251 H. Cul, M. Zhu, Collaboraton ficing recommendation opéimiZaion with user
implii ecdback, Journal of Computational Informaton SYReiss 10 (14) (2014)
S5 5862

1261 B M. Sarvar,G. Karypis, 1. Konstan, ). Ried! Regommender systems fo arge-
Sl e-commerce: Scalable neighborhof [Pton wsing chusteig, in: Sth
Inermtional Confrence on Compuléfand nformation Technology, 2002

[27] GR. Xue, € Lin, Q. Yang, WX, HJ. Zeng. Y. Yu, Z Chen, Scalable col-
aborative lerin using e based smoothing, in: ACM SIGIR Conference,
2005,




image78.png
127] G-R. Xue, C. Lin, Q. Yang, W. X3, H-J. Zeng. Y. Yu, Z Chen, Scalsble col-
aborative lerin using e based smoothing, in: ACM SIGIR Conference,
2005,

28] K. Honda, AN, H Thihashi, Collabrative leing by user-em clusicr-
g bascd 6n Sructural blancing approach, Ttermasional Journl of Computer
‘Sciepé€ ahd Neowork Security § (12) (2008) 190-195.

129)Q.B, X. Li, 7. Bai, Clusterin collaboratve ilerig recommendation system
basd o SV aigorithen, TEEE lnternational Conference on Sofware Engineer
g and Service Scence (2013) 963-967.

130] Q. Liu, E Chen, H. Xiong. C. H. Q. Ding, J. Chen, Enhancig collsboraive
iering by usr intrest expansion via personslized ranking, EEL Transactions
on Systems, Man, and Cybemmetes - Part B: Cybermetes 42 (1) (2012) 218-233.

[31] Y.Cai. H.fung Leung, Q. Li, H. Min, . Tang, . i, Typiclity-basd collsboraive
ieing recommendaton, IEEE Transactions on Knowledge and Data Engincer-
ing 26 (3) (2014 76-779.




image79.png
[32] M. Sarwat. . J. Levandoski, A. Eldawy. M. F. Mokbel, LARS®: An cfficient and.
scalable locaton-awar recommender sysem, IEEE Teansactions On Knowledge
‘And Data Engicering 26 (6) (2014) 1384-1399

1331 X Qian, H.Feng, G Zhao, T Mel,Personalized recomendaion combining use
fnterest and soca cirl, IEEE Transactions on Knowledge and Data Engineériag,
26 ) o1 1763-177.

[34] . Zhang, CH. Hsu, M. Chen, Q. Chen, N. Xiong, . Lrsts Coéstat rec-
ommendation using bi<lstring an fusion fo arge-scsle ol fcammender
systems, IEEE Teansactionson Emerging Topics in Comput 2 (2) (2014) 239
250,

1351 1 MacQueen, Some methods for clssficstion sndgnalysis of multvarite obscr-
vations, i -th Berkeley Symposium on Matheatical Statistesand Probabily,
Vol 1, 1967, pp. 281297

361 M. Allbakih, A gnjaovic, AnHeatve method fo cleulting robust raing
scores,TEEE Transactod on Bralll and Distibued Systass 26 2) 2015) 340
0.

371 M. Gori, A Plcel BéfaRank: A random-valk based scorig algoritenfor rec-
ommendedenglbes.in: 1ICAL 2007 p. 2766-2771

381 Z/Gy gy, H.GarciaMolina, . Pedersen, Combting wehspam with rustrank.
s 30 ncrnaional Conference on Very Large Data Bases (VLDB), Mosgan
KCifimann, 2004, pp. 576-587.

1391 5.3 Lee, €. Ouyang, A neuro-fuzzy system modeling with el constucing
Rl gencraion and hybrid SVD-based larning, TEEE Transactions on Fuzzy
Sytems 11 (3) (2003) 341-353.

O] 1. iang, R-J Liow, 5. Le, A fuzzy sef-construting featrsclstering l-
gorithm fortext classifcation, IEEE Transactions on Knowledge and Data Engi-
ncering 23 (3 (2011) 335-349.




image80.png
1411 N. Slonim, N. Tishby, The power of word clusers fo text classification,in: 23rd
European Colloquium on Information Reteval Rescarch (ECIR-01), 2001

2] R Bekkerman, R EL-Yanv, N. Tshby, Y. Winer, Distbutional word clusters
Versus wordsfo text categorzaton, Th Journal of Machine Learning Rescarcl
3) @003 1183-1208.

3] LT Jang, K. Zhang. Efficient and robust feature exiacion b maximbim
margincriterion, IEEE Transactions on Neurl Networks 17 (1) QUOBVST-165.

1441 3. Yan, B Zhang, X Lin 5. Yan, Q. Cheng, W. Fan, Q- ¥angW. Xi Z. Chen,
Effective and efficent dmensionalit reduction for e scal and szcaming data
preprocesing. IEEE Tansactons on Knowledge ah Data Engincering 18 (3)
(2006320333

1451 V.. Taeng, C-P. Kao. A novel similrityascd fuzzy clustring algortim by
ntegrating PCM and mountin el TEEE Transacicns on Fuzey Systems.
15.(6) @007) 1185-1196.

1461 Z. Zhang, H. Cheng, S/ Zhang. W. Chen, . Fang, Chstering aggregasion bused
on gt lgorilifos documents clustring, i IEEE Congress on Evoluton-
ary Computaon, 2008 pp. 31563161

147] Z HusfW Chng. H. Chen, A graph model fo -commerce recommendersys-
e, Yurnal ofthe American Socity for Information Sience and Technalogy
55 3y008) 259274

1451/ Harel, Y. Koren, On custering using random walks, Lecture Nots in Com-
puter Science  Foundations of Software Technology and Theoreical Computer
Science 2245 (2001) 1841

9] B Yildirim, M. 5. Keshnamoorty, A randomn walk method fo aleviating the
sparsiy problem n collaborative iering,in: 2008 ACM conference 0 Recom-
‘mender systems, 2008, pp. 131-138.





image81.png
150] D. Wu, G. Zhang, J. Lu A fuzzy preference tree-based recommender system for
personalized businessto-business e-sevice, IEEE Transacions on Fuzzy Sys-
tems 23.1) (2015) 29-43

511 Movielens dataset, R p: //uies . grouplens .ora/node/T34at a

R Q-





image5.png
si)= 1y yn

1/M] ’

3)




